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HMM VS SFSG:

E(Hidden Markov Models) (Stochastic Finite State Grammars)

‘Modelos de Markov Nao Gramaticas Estocasticas de Estados
Observaveis Finitos

«S40 instancias de uma classe mais geral de modelos:

redes estocasticas de estados finit&odhastic
Finite-State Networks)

sconj. finito de estados

distribuicOes de probabilidade que definem
transicOoes entre estados e a producao de
sequéncias finitas de observacoes

sbaseados na teoria dos processos estocasticos,
as suas origens sao diferentes:

steoria da informacao - modelos de Markov

sextensodes da teoria das linguagens formais
egramaticas estocasticas regulares

sautOmatos estocasticos de estados
finitos
sAmbos geram uma sequéncia interna (nao-
observavel) de simbolos (estados) e uma sequéncia
externa (observavel) de simbolos usando regras
probabilisticas.

cAssumem fomalismos diferentes e mecanismos
distintos de inferéncia.

*A probabilidade de uma sequéncia € calculada de

uma forma semelhante
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RelacOes formais entre modelos no
contexto das linguagens geradas

> -alfabeto 5 ={a,b,c} ggbbacbabacc
3 -concatenaiodesimboloems bba
L O -linguagem
SL=(Lp) linguagemestocastia
LOZ
p:3 - [04]
p(x) =0 se xOL
S o P =1

WL - weightedlanguage
SRL= (L, p) talquelL éregular

(= aceitgporumautomataleestado$initos)
-linguagenmestocastiaregular
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Modelos de Markov

HMM

2, A B, )
Q = conjuntoflnlto deestados
> = conjuntode5|mbolosdeobservagao
A:QxQ - [0,1]=matrizdeprobabilicadedetransicéo

D aeAAA) =1 Uoo
B:Qx= - [01] =distribuiiodeprobabilicadedecbservagadesimbolo

. B(a,d=1,0,
- [04] = distri liiciodeprobabilichdedoestadanicial

> o) =1
Probabilidade de observacédo da sequéncia
X=X, % X, X U2

p(x[H)=p (¥ = > N(ql)B(ql x)A(q,, 0,)B(G,, ;)
% On A(qn—l’qn)B(qn’

ProPosIGa0h 4 doum HMM definidoems, p, defineuma

distribuicdodeprobabilicthddeemZ" paracada
nCIN.

le...xnmz” pH (Xlxn) =

= > > 1(ch)B( %) Alth, G.) B(G2. %)
Xpo-Xn GOy .. A(0,-1,9,)B(d,, x,)
Z n(ql)(z B0y, %) A(C, qz)(z Z B(g,. x,))--.)

- Z "(qDZ A ). 5 YCRAR) )
—1
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HMM usando restricoes temporais
LRHMM (left-to-right HMM)

LRHMM - modelo esquerda-direita

Hr = EQ’Z’A’ B,g.q;)

Q={q} = conjuntdfinito deestadosrdenadosalque
seg<(q entaocA(q,q)=0

g, =estadoanicial

g; =estaddinal

H, r define uma funcop,, .= - [04]
Probabilidade de observacédo da sequéncia
X=X, %... %, X U2

Phr(X) = Z B(a;, %) A(q,,0,)B(0,, X,)
Q2°*+On1 ---A(qn—y d; )B(qf 1Xn)

A introducao do conceito de estado final modifica as
propriedades de geracéo estatistica de strings

PropOSigéO: rHMM ﬂ rHLR 7 D rHMM D rHLR
rHLR D rHMM
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HMMT -HMM with observation probability
’ distribution in the transitions

HMMT - definicao alternativa (equivalente) de um HMM
em que a distribuicdo de probabilidade de observacédo de
simbolo é atribuida as transicbes em vez de aos estados.

HT =(Q,%, A B, n)
Q, A, m comodefinidosanteriomete
B:Qx=xQ - (0]

; B(a,a,q) =1 U, 4o, S€A,q) #0

Probabilidade de observacédo da sequéncia
X=X, %o Xy X U2

Pur ()= 5 71(0p) ATy, A1) B(To, X, G)
Go**-n s A(qn—1’ qn) B(qn—y Xn ) qn)

Proposicéao:
ParacadaHMM H =(Q,Z, A, B, m) existetumHMMT
HT =(Q,Z,A,B,m) talquel] ., p,, (X) = pr (X)

Proposicéao:
ParacadaHMMT HT =(Q, Z, A, B, M) existeum HMM
H=(Q,Z,A,B,m)talquel]l ., py(X) = pur(X)
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Proposicao:

ParacadaHMM H =(Q,Z, A, B, m) existeumHMMT
HT =(Q,Z, A, B, m) talquell ., py (X) = Pyr (X)

Demonstracao:
SejaQ =QUi{gpt comg, 0Q
A(9,9) = Aq.9) Ua,q UQ
A (Go, 9) = 11(0) OgqOQ

B'(0.a.d) =B(a.q) DallZ,0g,q'0Q
B'(dy,a,0) = B(a,q) Hallz,0q0Q
m(q)=1 em(q)=0 0OqUQ

a) As novas distribuicOes verificam a definicdo de HMMT:

Y aoA@d)=>  AQg)=1 O0gqbQ
Y oA )= () =1

> B@ad)=3 B@d)=1 0q0oQ
> B @.aa=%_ B@ag=1 Og0Q

b)A equivaléncia € mostrada por: para todocom k|=n

Pur ()= > 77(0) A (0o, ) B'(Gy, X, )

o0 ...A’(qn_l,qn)B’(qn—l’Xn’qn)
= 1(a)B(x, %) A6y, G)

G- On ...A(qn_laqn)B(Xn’qn)
= Py (X)
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0 0000000000000 0

HMM HMMT
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Proposicéao:
ParacadaHMMT HT =(Q, Z, A, B, m) existeumHMM
H=(Q,Z,A,B,m)talquel] ., p,(X) = pur(X)

Demonstracao:
Seja
Q=1qd) 9400 e A #0
A((g.9)).(d".9"))=A(d".g") seq =¢q

=0 casocontrario
B'(a,(g,q)) =B(g,a,q)
m((q,9)) =m(q)A(a.q)

a) As novas distribuicOes verificam a definicdo de HMM:

S o A d) (@ g =Y Ad.q") =1 0g,qd0Q
Zaljz B'(a’ (q’q')) - Zaﬂz B(q,a, q') =1 Dq,q'DQ
> waT@aN =y, mDAQ.q)=1

b)A equivaléncia € mostrada por: para todocom k|=n

Py ()= > 77(0h, &) B'(X,, (G, o)) A(Go» ). (0 G))

B'(%,, (0, 01)). .- A((0h-2+ Op1): (G2, 01n))
B (Xn ' (qn—li qn))

— Z n(qO)A(qO’ql)B(qO’Xl’ql)
ot A0 0;)B(q, %, 0,)
...A(d,4,9,)B(9,4,%,.9,)
= Pur (X)
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0 0000000000000 0

HMMT HMM
B(a,.a,q,)
u ™ n;)A o0, TLA(d,0,)
@ Plauaas @ B(0y,a.,) @
A(d,.0,) Ald0,)
B(a,.a,0,)
A(qquz) A(qzvql) A(q2 ql A(q1 )
@ B(a,a,a,)
L TEZA( a,)
B(g,.a,0,)
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HMMTF - HMM with observation
probablllty distribution in the transitions and
final state

HMMTF - HMMTF com a restricao de um estado final
“absorvente”

HTF:(Q!Z!A!Biqi’qf)
> ANAd) =1 Doy
B:QxzxQ - [0]]
;B(q a,q)=10,,5, S€AQ,q)#0

g, =estadanicial
g, =estaddinal, noqualtodasastransigcoesaoproibidas

Todasassequénciaterminamrmoestaddinal

Probabilidade de observacédo da sequéncia

X=X, % X, X U2

P (X) = A(g;,0,)B(g, %, ;)
w0 2 - A(G G )B(Gs X, )
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HMMTF <=> SFSG

Proposicao:

DadoumHMMTF HTF =(Q, 2, A B,q,q; ) existeumaSFSG
G.=(G,u),comG =(N,Z,R, ), talquell ., Pse(X) = Pyre (X)

N
R

Q-{a;} ; S=q
quadHBmﬁwD¢Oe<T¢m}
U{@ - @|B(a.a.q,) %0}

u(g - aq’) = A(g,9)B(g,a,q9)

u(g - a) = A(q,9;)B(d,a,q;)

Proposicéao:

DadoumaSFSGG = (G, u), existeumHMMTF,
HTF = (Q’ Z’ A’ B’ qi J qf ) d talqueDng* ! pGe(X) = pHTF (X)

Q=NU{q,} Jron G =S
AQ9.q)=> u(q - aq) Ugqon
B(g,a,q) =u(q - aq)/ A(0,9) Uy qonsHan
A(g,q;) = ZU(q - a) DqDN

B(d,a,q;) = u(q - a)/ A(q,q;) DqDN’DaDN
A(g,9) =0 se(q - aq)0R
A(g,q;) =0 se(q - a0R
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0 0000000000000 0

\/

SFSG HMMT

B(q.a,q,)=
u(a,->a q,)/A(q,q,)
A(g,0,)=

B(q,.a,q,)=1

A(g,,09)=
H(g,->a)

P i
a ¢ H(g->a q1)+
A (o) G o o)
b

B(q.b,q,)=
ua->b q,) K(g,->b g )/A(q 007)
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Prob. de observacao de uma

sequéncia:
= > []Ad.a) B ¥ PO9 = []PriAL ~ x A)
Estrutura o _

« definidaa priori e inferida a partir do

conjunto de treino

) 2 } - W
[ Noross A{ % ?
al _'"

Estimacao de Parametros

Viterbi *Método da apresentacao

«Baum-Welch (EM) estocastica (equivalente a
ML para gramaticas nao
ambiguas)
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Gramaticas de Estados Finitos

0010010010014
0010010014

 G=(NZR,S) 1
« N={nl,n2,n3,n4}
>={0,1,4}
S=nl
e R:nl1->0n2
n2 ->0n3
n3d ->1n4d | 1nl
n4 ->4

 Derivacdo de uma sequéncia:
nl
0 n2 0 n2
00 n3 0 n3
001 n1 t A
0010 n2 A~

00100 n3 oy
001001 n4 4

0010014
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SFSG - Gramaticas estocasticas de
estados finitos

SFSG

G, =(G,u) B
G=(N,z,R'S) -gramaticaegular
1R S (0]

ZaDZ,BDNU{s}u(A - aB)=1

Derivacao dex a partir deS de acordo comG é uma
sequéncia de regraB(x)=(r1,r2,...,rn(x) que permite
obterx a partir deSpor sucessiva aplicacao de regras em
D(x).

Probabilidade associada a derivabiw):
P(D(x)) = u(r) pu(rz) ... k()

Probabilidade de geracédo da sequéncia
X=X, %o X, X U2

senaoexisteumaderivacagarax
Pee(X) =0 p(D(x)) paratodasasderivacoe®d(X)

X
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ProposicaoDadaumaSFSG Z Pee(X) =1

X0

F, =1- Zalaz...an ZClcz...CnDN (S - aG)...
:U(Cn—l - a‘nCn))

Quandmn - «, P, - Pse(X)

D Z pGe(X) Sl

X0

DadaumaSFSGse Z Pe.(X) =lagramatica

. . XUz
diz-seconsisterdg
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Reconhecimento de Objectos

Metodologia
», Treino
: HMM/SFSG
___,| Extracao dg__ | Descricao em |
Contorn?s string ,
J|Classificacag—s
/ MAP
Baseado num 8 directional
método de differential
comparacao chain code
com limiar

Extracdo de contornos

*O contorno do objecto é amostrado em 50 pontos
equi-espacados

*0 angulo entre segmentos consecutivos e
guantifcado em 8 niveis.
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Base de Dados de Imagem

15 tipos de ferramentas

50 imagens por ferramenta, divididas em conjunto de
treino e de teste

sincluem-se diferentes poses

00000000500000000010000060000016100000076000000003
— (00000000500000000010000660000100000000166000000003
00000000660000001610000067000010000000066000000003

00000000500000000000040120500001700000166000000003
00000000570000000100076030760001000000005000000003 -«
00000000500000000000050030500001700000075000000003

Exemplos de Ferramentas

t1 t2 t3
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L]

(ol NI
2™ 3
D A

t1 t12

t14 t15
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Aparato Experimental

Aprendizagem do Modelo

«Cada objecto é modelado por um HMM ou uma SFSG,
treinado de acordo com:

HMM : Topologias:
*Totalmente ligada (10 & 20 estados)
*Esquerda-direita (20 & 50 estados)

Estimacdo de Parametros:
Baum-Welch
Viterbi

SESG Topologia:

sinferida a partir dos dados de treino usando o
método das k-tails (k=1, ... 10)

. Q(Jmero de estados depende da estrutura dos
dados

Estimacdo de Parametros:
*Método da apresentacao estocastica

Ana L. N. Fred IST, Julho de 98



Modelos de Markov Ndo Observaveis e Graméaticas Regulares

Resultados

HMM:Os melhores resultados foram obtidos com o
algoritmo de BW

0 0000000000000 0

Ponto inicial fixo  Ponto inicial arbitrario
Totalmente 99.7 99.5
ligada
Esquerda-direita 100 98.9
Test K=2 K= K=6
SFSG' set Pe P Poe Pe P Pee Pe Py Pea
Global | 7.76 0 <7.76| 8.03 .3 T7.76|9.14 5.3 3.8¢
t1 20 0 20 | 20 0 20 | 20 0 20
£2 0 0 0 0 0 0 0 0 0
t3 36 0 36 | 38 0 36 | 38 0 36
t4 0 0 0 0 0 0 0 0 0
t5 0 0 0 0 0 0 28 28 0
t6 0 0 0 0 0 0 14 14 0
t7 0 0 0 0 0 0 4 4 0
t8 33 0 33 | 33 0 33 0 0 0
t9 0 0 0 0 0 0 3 3 0
t10 0 0 0 0 0 0 0 0 0
t11 0 0 0 0 0 0 0 0 0
t12 0 0 0 0 0 0 7 T 0
£13 0 0 0 0 0 0 0 0 0
t14 0 0 0 0 0 0 0 0 0
t15 0 0 0 5 5 0 38 38 0

Pe: % erro; Pm: % nao reconhecimento; Pec: % erro com prob-NN

Iter Rec tl t2 | t3 | t4 | t5-t7 | t8 | t0-t11 | t12 | t3-t15 |
1 92.24 k2 k2 | k2| k2 k2 k2 k2 k2 k2
2 92.24 k3 k3 | k3| k3 k2 k3 k2 k3 k2
3 02.24 k4 | k4 | k4| k4 k2 k4 k2 k4 k2
4 96.12 kb k5 | kb | kb k2 kb k2 kb k2
5 96.12 k6 k6 | k6| kb6 k2 k5 k2 k5 k2
6 96.12 k7 | k7 | k7| kT k2 k5 k2 k5 k2
7 96.12 k& k8 | k8 | k& k2 k5 k2 k5 k2
8 98.06% | k9 k9 | k9| k9 k2 k5 k2 k5 k2
9 99.44%* | k10 | k10 | k9 | k10 k2 k5 k2 k5 k2
10 100* | k10| k10| k9 | K8 k2 k5 k2 k5 k2

Rec: % global de reconhecimento
* Classificacdmearest-neighboprobabilistica
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Conclusodes

t oA abordagem sintactica permite uma automatizacao total
dos processos de modelacao eondecimento => as
estruturas obtidas por SFSGs e HMMs sao diferentes, as
primeiras dependendo da complexidade estrutural dos dados.

* No respeitante a estimacdo de parametros o metodo de
apresentacao estocastica € semelhante ao algoritmo de
Viterbi usado no treino dos HMMs.

Os resultados experimentais revelam:
selevados niveis de reconhecimento por ambos os métodos

*HMMs sao mais robustos no sentido em que possuem uma
maior capacidade de generalizacdo do que as SFSGs. Esta
dificuldade é ultrapassada usando parsers correctores de
erros (regra de decisdo o0 vizinho mais proximo
probabilistico) a custa de um maior custo computacional.

/As SFSGs conduzem geralmente a modelos de menor
dimenséao.
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